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บทคัดย่อ 

งานวิจัยนี้ได้พัฒนาโครงข่ายใยประสาทแบบเกิดซ้ำชนิด LSTM ทำนาย
ความเค้นและความเครียดของการทดสอบดินเหนียวผสมซีเมนต์ด้วยวิธี
แรงอัดสามแกน  ตัวแปรที่ใช้ในการศึกษา ได้แก่ อัตราส่วนผสมของซีเมนต์
น้ำและดิน ค่าความเค้นประสิทธิผลเฉลี่ย ค่าความเค้นเบี่ยงเบน และค่า
ความเครียดในแนวดิ่ง การศึกษานี้จะนำเสนอสถาปัตยกรรมที่เหมาะสมของ
โครงประสาทเทียมแบบ LSTM และเปรียบเทียบกับโครงข่ายประสาทเทียม
แบบอื่นๆ จากผลการศึกษาพบว่าโครงข่ายใยประสาทแบบเกิดซ้ำชนิด 
LSTM เป็นแบบจำลองที่ดีที่สุดเมื่อเทียบกับแบบจำลองแบบ  GRU  และ 
SimpleRNN  แบบจำลอง  LSTM ที ่ม ีการคิดขั ้นของเวลาเท่ากับสอง 
สามารถทำนายค่าความเค้นและความเครียดของดินซีเมนต์ได้มีความ
ผิดพลาดสัมบูรณ์ที่ 4 เปอร์เซ็นต ์ 

คำสำคัญ: ความเค้นและความเครียด, โครงข่ายใยประสาทแบบเกิดซ้ำ, ดิน
เหนียวผสมซีเมนต์ 

This study used the recurrent type of neural network LSTM 
to predict the stress strain of cement mixed clay in the triaxial 
test. The features for simulation were mixing ratio water and 
cement, mean stress, deviator stress and vertical strain. The best 
architecture for the neural network was proposed in this study 
with the lowest error. The LSTM was the best model with the 
lowest error among other types of recurrent neural network, 
GRU and SimpleRNN. LSTM with 2 time steps was the best 
architecture to predict the stress strain characteristic of clay 
mixed. The prediction model can simulate the stress-strain 
relationship with an average absolute error of 4 %.  

Keywords: Clay with Soil cement, LSTM Recurrent Neural 
Network, Stress and strain 

 

1. คำนำ 

การใช้ดินซีเมนต์เป็นวิธีหนึ่งที่นิยมใช้ในการปรับปรุงดินที่มีกำลังและ
สติฟเนสที่ต่ำ ดินที่ผสมซีเมนต์จะเป็นดินที่มีกำลังสูงและสติฟเนสที่สูงกว่า
ดินธรรมชาติอันเนื ่องมาจากแรงยึดเกาะของซีเมนต์ที ่ เก ิดข ึ ้นในดิน  
ดินซีเมนต์จึงถูกนำไปใช้ในงานวิศวกรรมโยธาอาทิเช่น รองรับคันทางถนน 
กำแพงกันดิน การป้องกันน้ำซึมผ่านเข้าสู ่อุโมงค์ เป็นต้น การที่วิศวกร
ต้องการที่จะออกแบบการปรับปรุงคุณภาพดินด้วยดินซีเมนต์จะต้องทำนาย
การเสียรูปของดินซีเมนต์ที่จะเกิดขึ้น การจะทำนายพฤติกรรมดินซีเมนต์ซ่ึง
เป็นการผสมระหว่างปูนซีเมนต์กับดินหรือวัสดุที่อยู่ในพื้นที่ ในปี ค.ศ 1994 
– 1997 การวิจ ัยส่วนมากจะนำเสนอเกี ่ยวกับพฤติกรรมของการใช้
ปูนซีเมนต์ในการปรับปรุงดิน [1-7]  

การทำนายการเส ียร ูปโดยท ั ่ ว ไปจะใช ้ว ิธ ีการใช ้แบบจำลอง 
คอนสตทิวทีฟ [8-10] เช่น การใช้แบบจำลองแบบ Linear Elastic หรือ
แบบจำลองที่ซับซ้อน เช่น แบบจำลองแบบ Hypoplastic การที ่จะได้
สมการในแบบจำลองจำเป็นที่จะต้องตั้งสมมติฐานของสมการ และสอบ
เทียบกับผลการทดลองว่ามีความถูกต้องในระดับใด แต่ปัญหาที่ตามมา คือ 
ไม่สามารถระบุแน่ชัดว่าสมการเริ่มต้นที่เลือกใช้มีความเหมาะสมกับดินที่
ต้องการจำลองหรือไม่ ทำให้ไม่มีความยืดหยุ่นในการทำนายพฤติกรรมของ
ดินดังกล่าว การทำงานของนักวิจัยจะเป็นในลักษณะการทดสอบและดู
ความคลาดเคลื่อน (Trial and error)  การใช้ปัญญาประดิษฐ์ในการทำนาย
พฤติกรรมของดินเป็นทางเลือกที่น่าสนใจเพราะสามารถมีสมการที่ซับซอ้น
ได้ถ ึงหลายแสนตัวแปรในแบบจำลองการเร ียนร ูปแบบลึก  (Deep 
Learning) การหาสมการที่เหมาะสมในการทำนายกับข้อมูลสามารถให้
คอมพิวเตอร์ได้เรียนรู้และหาแบบจำลองที่มีความเหมาะสมในการจำลอง
พฤติกรรมด้านการเสียรูปของวัสดุ การให้คอมพิวเตอร์ได้เรียนรู้ได้ด้วย
ตัวเองจะนำไปสู่การได้แบบจำลองที่มีความเหมาะสมที่สุด  (Optimization 
Model) 

ในปัจจุบันมีการใช้ปัญญาประดิษฐ์อย่างแพร่หลายในทุกวงการในการ
สร้างแบบจำลองเพื่อทำนายเหตุการณ์ในอนาคต เช่น ตลาดหุ้น กระแส 
เงินสดในธนาคาร การเสียรูปของเสาเข็ม เป็นต้น ปัญญาประดิษฐ์เป็นการ
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สอนให้คอมพิวเตอร์เรียนรู้ เลียนแบบการทำงานสมองของมนุษย์ ซึ่งจะ
เร ียกว ่า Artificial Neural Network (ANN)  โดย Neural network นั้น
สามารถจำแนกได้อ ีกหลายประเภท เช ่น Feedforward Networks, 
Recurrent Neural Networks (RNNs) และ Long Short-term Memory 
networks (LSTM)  เป็นต้น ในงานเทคนิคธรณีมีการใช้ปัญญาประดิษฐ์ 
ได้แก่  genetic programming, polynomial regression of evolution, 
ANN and LSTM. ปัญญาประดิษฐ์จะถูกใช้มากในการพัฒนาโมเดลจำลอง 
ในปี 1995 และ 1999 มีการใช้ ANN ในการทำนายพฤติกรรมของดิน [11-
12] นอกจากนี้ในปี 2020 และ 2021 ได้มีการใช้ LSTM ในการทำนาย
พฤติกรรมของดิน [13-14] จากงานวิจัยในอดีตสามารถใช้ ANN  ในการ
ทำนายพฤติกรรมการเสียรูปของทรายได้เป็นอย่างดี ทั้งแบบการให้น้ำหนัก
ครั้งเดียวและแบบวัฏจักร  

โดยในบทความนี้มีจุดประสงค์ที่จะพัฒนาโมเดล LSTM สำหรับทำนาย
ความเค้นและความเครียดของดินซีเมนต์ การพัฒนาแบบจำลองจะสร้างบน
พ ื ้ นฐานของโปรแกรม TensorFlow [15] โดยม ี  Keras [16-18] เป็น 
Backend การศึกษาครั้งนี้ใช้ผลการทดสอบดินซีเมนต์ด้วยวิธีแรงอัดสาม
แกน (triaxial test) ทั้งหมด 8 ตัวอย่าง โดยตัวแปรที่ใช้ในการศึกษา ได้แก่ 
ได้แก่ อัตราส่วนผสมของซีเมนต์น้ำและดิน  (mixing ratio water and 
cement) ค่าความเค้นประสิทธิผลเฉลี่ย (mean effective stress) ค่าความ
เค้นเบี่ยงเบน (deviatoric stress) และค่าความเครียดในแนวดิ่ง (vertical 
strain) สิ่งที่แตกต่างจากงานวิจัยอื่นในอดีตมีดังต่อไปนี้ 

- งานวิจัยนี้จะเป็นงานวิจัยแรกที่ใช้ ANN ในการทำนายการเสยีรูป
ของดินซีเมนต ์ซ่ึงมีความท้าทายในการใช้พารามิเตอร์เกี่ยวกับแรง
ยึดเหนี ่ยว (Bonding) ในการสร้างแบบจำลอง  แบบจำลองที่
พัฒนาขึ้นจะต้องทำนายพฤติกรรมของดินเหนียวผสมซีเมนต์ใน
ส่วนผสมที่ต่างกันได้ 

- งานวิจัยในอดีตมีความพยายามใช้แบบจำลอง  LSTM ในการ
ทำนายพฤติกรรมของดิน แต่ไม่ได้ศึกษาถึงการนำผลของการนำ
ค่าความเค้นและความเครียดในอดีตมาใช้ในการสร้างแบบจำลอง 
ความเค้นและความเครียดที่เกิดขึ้นในอดีตมีผลอย่างมากต่อความ
เค้นและความเครียดของดิน งานวิจัยนี้จะศึกษาถึงผลกระทบของ
การใช้ค่าความเค้นของความเครียดของขั้นก่อนหน้า (Previous 
step) ในการสร้างแบบจำลอง 

- งานวิจัยนี้มีการเปรียบเทียบค่าความคลาดเคลื่อนในการจำลอง
ระหว่างแบบจำลอง ANN แบบต่างๆ เช่น SimpleRNN LSTM 
Gated recurrent unit (GRU) และหาสถาปัตยกรรมที่เหมาะสม
ที่จะให้มีค่าความคลาดเคลื่อนที่ต่ำที่สุด 

 

2. การเตรียมข้อมูล 

2.1 ที่มาของข้อมูลที่ใช้ในการทดสอบ 

ข้อมูลที่นำมาใช้ในการศึกษาเป็นข้อมูลดินซีเมนต์ จากโครงการก่อสร้าง
กำแพงกันดินร ิมแม่น ้ำป่าส ัก โดยการปรับปรุงด ินโดยใช้ป ูนซีเมนต์    

ที่ทดสอบโดย triaxial test จำนวนข้อมูลทั้งหมด 8 ตัวอย่าง โดยอัตราสว่น
น้ำต่อซีเมนต์ ได้แก่ 2.92 6.92 และ 10.92 โดย ความเค้นที ่ใช้ในการ
ทดสอบได้แก่ 50 100 และ 200 [19] 

2.2 ข้อมูลที่ใช้ในการทดสอบ 

 

 
รูปที่ 1 ความสัมพนัธ์ระหว่าง p’-q ของข้อมูล 

 

รูปที่ 2 ความสัมพนัธ์ระหว่าง 𝜀s (%) - q ของข้อมูล 

การศึกษานี ้จะใช้ผลจากการทดสอบการอัดแบบสามแกน (Triaxial 
Test) แบบ consolidated undrained test (CIU) ของดินเหนียวป่าสัก
ผสมปูนซีเมนต์ จะมีความแตกต่างในส่วนผสมอยู ่สามแบบโดยจะมีค่า
อัตราส่วนระหว่างตราส่วนผสมของซีเมนต์น้ำและดิน (Cw/AW) สามค่า  
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ดังแสดงในรูปที่ 1  กราฟผลทดสอบโดย triaxial test ของดินซีเมนต์ดิน
แสดงความสัมพันธ ์ระหว ่าง mean effective stress และ deviatoric 
stress และรูปที ่ 2 กราฟผลทดสอบโดย triaxial test ของดินซีเมนต์ดิน
แสดงความสัมพันธ์ระหว่าง vertical strain และ deviatoric stress จากผล
การทดสอบจะเห็นได้ว่าสติฟเนสของดินเหนียวผสมซีเมนต์จะเพิ่มขึ้นกับเมื่อ
ค่า Cw/AW มีค่าที่ลดลง และจะขึ้นอยู่กับค่าความเค้นเร่ิมต้น ดังนั้นตัวแปรที่
มีผลต่อความสัมพันธ์ของความเค้นและความเครียดของดินเหนียวผสม
ซีเมนต์แสดงดังตารางที่ 1  
 

ตารางท่ี 1 ตัวแปรทีม่ีผลตอ่ความสมัพันธข์องความเค้นและความเครยีดของดนิ
เหนียวผสมซีเมนต ์

Cw/AW 
Confining 

pressure (kPa) 
Total unit weight 

(kN/m3) 
Total Water 
content (%) 

2.92 
50 13.214 112.600 
100 13.753 114.160 
200 14.912 109.230 

6.92 
50 14.296 112.130 
100 13.850 112.130 
200 14.219 114.130 

10.92 
50 13.069 116.393 
100 14.244 114.321 

 

3. LSTM Recurrent Neural Network 

3.1 Neural Network  

Neural Networks คือ โครงข่ายที่เป็นการจำลองสมอง ด้วยโมเดลทาง
คณิตศาสตร์หรือโมเดลทางคอมพิวเตอร์ สำหรับประมวลผลสารสนเทศด้วย
การคำนวณแบบคอนเนคชันนิสต์ (connectionist) โดยปกติสมองของ
มนุษย์จะมีหน่วยประมวลผลขนาดเล็กอยู่จำนวนมาก หรือเรียกว่าเซลล์
ประสาท (neurons) และเชื ่อมโยงกันด้วยโครงข่ายประสาท หรือจุด
ประสานประสาท (synapses)  รวมกันเป็นโครงข่ายประสาทช่วยให้มนุษย์
สามารถเรียนรู้และคิดวิเคราะห์ได้ จากรูปที่ 3 เปรียบเทียบการทำงานของ
สมองและ Neural Network โดยในแต่ละ neuron จะเปรียบเทียบได้กับ
เซลล์ประสาท และ เส้นเชื่อม หรือ Connected จะเปรียบเทียบได้กับ จุด
ประสาทประสาท และ Hidden layer แต่ละชั้นจะเปรียบเทียบได้กับการ
ส่งผ่านเซลล์ประสาทหนึ่งไปยังอีกเซลล์ประสาทหนึ่งโมเดลทางคอมพิวเตอร์
สามารถแบ่งการจำลองสมองมนุษย์ โดยสามารถแบ่งออกเป็น 2 ประเภท
ใหญ่ๆ ได้แก่ 1. โครงข่ายประสาทแบบตื้น (Shallow neural network) : มี 
Hidden layer เเค่ 1 layer 2. โครงข่ายประสาทแบบลึก (Deep neural 
network) : มี Hidden layer มากกว่า 1 layer 

 
รูปที่ 3 เปรียบเทยีบการทำงานของสมองและ Neural Network 

 

3.2 Deep learning  

Deep learning หรือการเรียนรู้เชิงลึก [20] เป็นการเพิ่มความซับซ้อน
โครงข่ายประสาทเทียมและใช้การคำนวณแบบขนานเพื่อเพิ่มประสิทธิภาพ
ของการทำนายให้มีความแม่นยำขึ้น  

3.2.1  Recurrent Neural Network (RNNs) 
Recurrent Neural Network (RNNs) หรือโครงข่ายประสาท

เทียมแบบเกิดซ้ำ เป็นโครงข่ายประสาทเทียมที่ใช้ข้อมูลในอดีตและปัจจุบัน
ในการนำเข้าสู่โมเดล เพื่อหาผลลัพธ์ที่จะเกิดขึ้นในอนาคต กล่าวคือในการ
ทำนายจะใช้ข้อมูลจาก Hidden state ก่อนหน้าหรือในลำดับ t-1 และ
ข้อมูลในลำดับ t เพื่อทำนายผลลัพธ์ ณ ระดับ t ดังสมการที่ 1 

1( )t n t t r th f w x w h −=  +                         (1) 
โดยที่ 

th  =  ข้อมูลจาก Hidden state ณ ลำดับ t  

nf  =  Activation function ของ hidden layer  

tw  =  Weight matrix ของ hidden layer ณ ลำดับ t  

tx  =  Input data ณ ลำดับ t 
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rw  =  Weight matrix ของ hidden layer ณ ลำดับ t-1 

1th −  =  Input data ณ ลำดับ t-1 จาก hidden state  
 

 
รูปที่ 4 ขัน้ตอนการทำงานของโครงข่ายประสาทเทยีมแบบเกิดซ้ำ 

3.2.2 Long Short-Term Memory (LSTM) 
Long Short-Term Memory (LSTM) [21] ห ร ื อ โ ค ร ง ข ่ า ย

ประสาทเทียมแบบวนกลับชนิดพิเศษ เป็นโครงข่ายประสาทเทียมอีกรูปแบบ
หนึ่ง ซึ่งถูกพัฒนามาจาก RNNs โดยจะสามารถใช้กับข้อมูลที่มีจำนวนชั้น
หรือลำดับที่ต่อเนื่องกันมากได้ นอกจากนี้ LSTM ยังสามารถเลือกที่จะจดจำ
ข้อมูลหรือการทำข้อมูลในอดีตหรือ Hidden state ก่อนหน้าได้ โดย
กระบวนการทำงานของ LSTM มี 5 ส่วน ได้แก่ การลืม การเขียน การอัป
เดต การอ่านค่าและการส่งออก ตามลำดับ [22] 

 

 
รูปที่ 5 การทำงานของ Long Short-Term Memory (LSTM) [23] 

การลืมหรือ Forget Gate คือ ส่วนที่กำหนดว่าข้อมูลใดบน cell state 
ควรส่งต่อและข้อมูลใดตัดออกไป ทำงานโดยการรับข้อมูลจาก Node  
ก่อนหน้า การเขียนหรือ Input Gate คือ ส่วนที ่ทำหน้าที ่รับข้อมูลเพื่อ
บันทึกใน Node หรือเรียกว่าการ “Write” ข้อมูล Input Gate จะเป็นตัว
ตัดสินใจว่าจะอัปเดตข้อมูลที่เข้ามาใหม่หรือไม่ การอัปเดตหรือ Update 
Cell State คือ การอัปเดตของข้อมูลที่ผ่าน Input Gate และ Forget Gate  
จะมี Node หนึ่งที่ถูกส่งต่อทันทีและอีก Node ถูกผลักเข้าสู่การแปลงค่า
โดยฟังก์ชัน Tan Hyperbolic และนำค่ามารวมกันที่จะชุดปลาย หลังจาก 

Update Cell State ข้อมูลที่ได้จะถูกนำไปคูณกับข้อมูลจาก Input Gate 
และนำไปรวมกับข้อมูลจาก Forget Gate ค่าที่ได้ออกมาจะเป็นค่าสถานะ
ใหม่ของ Node นั้น ที่ผ่านการอัปเดตแล้ว การอ่านค่า หรือ Read คือการ
อนุญาตให้ข้อมูลผ่านเข้ามาใน Output โดยใช้ฟังก์ชัน Sigmoid เป็นตัว
กรอง  การส่งออกหรือ Output Gate เมื่อข้อมูลเข้ามาในชั้นนี้แล้วข้อมูล
ส่วนหนึ่งจะที่ผ่านการอัปเดตสถานะแล้วจาก Update Cell State จะถูกส่ง
ต่อทันทีโดยไม่ผ่าน Output Gate และข้อมูลอีกส่วนหนึ่งถูกส่งต่อไปยัง 
Output Gate  เพื่อแปลงค่าโดยฟังก์ชัน Tan Hyperbolic ก่อนจะถูกส่ง
ต่อไปยัง Node ถัดไป และยังถูกส่งไปยังผลลัพธ์ของ Node เหล่านั้นด้วย 
การใช้แบบจำลองแบบ LSTM มีการใช้อย่างแพร่หลายและทั้งด้านวิศวกรรม
โยธา ด้านการเงิน การระบาดของโรค [24-26] 

3.3 การประเมินประสิทธภิาพของแบบจำลอง (Performance 
Measurement) 

Mean Absolute Percentage Error (MAPE) คือ การหาค่าเฉลี่ยของ
ร้อยละความแตกต่างสัมบูรณ์ระหว่างค่าพยากรณ์และค่าจริงมีหน่วย
เปอร์เซ็นต์ หากผลลัพธ์ที่ได้มีค่าน้อยแสดงว่าแบบจำลองนั้นสามารถทำนาย
ค่าได้ใกล้เคียงกับค่าจริง แสดงดังสมการที่ 2   

1

ˆ1
( ) 100

N
i

i i

y y
MAPE

n y=

−
=       (2) 

โดยที่ 

iy  =  ค่าจริงจากการทดสอบ 
ŷ  =  ค่าจากการทำนาย 
n , N  =  จำนวนข้อมูลทั้งหมด 

3.4 การทดสอบความถูกต้องของโครงสร้าง LSTM  

หาค่าความสามารถของโครงข่ายใยประสาทแบบเกิดซ้ำชนิด LSTM 
โดยการ Cross-Validation ซึ ่ งค ือ ว ิธ ีการเช ิงสถิต ิ  เป ็นการประเมิน
ความสามารถของโมเดลโดยการใช้ Dataset กับโมเดลที่ถูกสร้างขึ้น โดย
ข้อมูลจะถูกแบ่งเป ็น Training set และ Testing set และว ัดค่าความ
ถูกต้องด้วยดัชนีชี้วัดค่าต่างๆ เช่น MAPE MAE เป็นต้น  

K-Fold Cross-Validation [27] คือ การแบ่ง dataset ออกเป็น K ส่วน 
โดย จะใช้ K-x ส่วน ในการ Training set และ x ส่วน ในการ Testing set 
เช่น K = 10 Dataset จะถูกแบ่งออกเป็น 10 ส่วนเท่าๆกัน ได้แก่ K1 – K10 
ดังรูปที่ 6 ในการฝึกฝนโมเดลครั้งที่ 1 (Iteration No.1) Dataset ชุด K1-K9 
จะนำมาเป็น Training set ที่ใช้ในการฝึกฝนโมเดล และ Dataset ชุด K10 
จะนำมาใช้เป็น Testing set ในการฝึกฝนโมเดลในรอบถัดไป จะใช้ข้อมูล 9 
ส่วนในการใช้เป ็น Training set และ 1 ส่วน ในการเป็น Testing set 
กระบวนการนี้จะทำซ้ำจนข้อมูลทุกส่วนจะถูกใช้เป็น Testing set  
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รูปที่ 6 แสดงขั้นตอนการทำงานของ K-Fold Cross-Validation 

 

4. ขั้นตอนการพัฒนาแบบจำลอง  

การสร้าง Machine Learning หรือ การสร้างโมเดลการเรียนรู้มีขั้นตอน
หลัก 3 ลำดับ ดังนี้ 

4.1 Preparing data  

Preparing data and cleaning data คือ การจัดเตรียมข้อมูลและทำ
ความสะอาดข้อมูลก่อนใช้ในการนำไปเลือกตัวแปรและสร้างโมเดล กล่าวคือ
การลบข้อมูลที่เป็น NaN หรือข้อมูลที่ขาดหายไป และการจัดการชุดข้อมูล
ให้เหมาะสมกับการสร้างโมเดล การ Preparing data มีด้วยกันหลายวิธี 
เช่น Scaling data, Feature selection  

4.1.1 Scaling data 
Scaling data คือ การปรับข้อมูลให้อยู่ในช่วงค่าที ่เหมาะสม  

โดยการปรับค่าความแปรปรวนและค่าเฉลี่ยของข้อมูล ให้มีค่าเท่าๆกันก่อน
ในการวิจัยนี ้ใช้ MinMaxScaler เพื ่อปรับข้อมูล โดยปรับให้ข้อมูลมีค่า
ระหว่างค่าต่ำสุดและสูงสุด โดยค่าที่ได้จะอยู่ในช่วง -1 ถึง 1 ดังสมการที่ 3  

' min

max min

x - x
x

x - x
=        (3) 

โดยที่ 
'x  =  ค่าที่ได้จากการปรับข้อมูล  

x  =  Input data  

minx  =  Input data ค่าน้อยที่สุด 

maxx  =  Input data ค่ามากที่สุด 

4.1.2 Feature selection 
Feature selection เป็นกระบวนการลดขนาดของข้อมูลที่ใชใ้น

การสร้างโมเดล โดยการเลือกตัวแปรที่มีคุณลักษณะและเพิ่มประสิทธิภาพ
ในการประมวลผล ในบทความน ี ้ เล ื อกใช ้ ว ิ ธ ี  Recursive Feature 
Elimination คือ การเพิ่มหรือลดตัวแปรในงานทดสอบ และทดสอบโมเดล

จนค่าความแม่นยำไม่เพิ่มหรือลดแล้ว จึงเลือกตัวแปรที่เหมาะสมในการสร้าง
โมเดล feature ที ่ใช ้ในในแบบจำลอง ได้แก ่ mean effective stress, 
deviatoric stress, vertical strain, pore water prressure, Cw/AW, 
Confining pressure, ค่าน้ำหนักรวมต่อหน่วยปริมาตรของมวลดิน (Total 
unit weight), and Total water content. 

4.2 Modeling  

Modeling ขั้นตอนหลัก คือ การเลือกโมเดล และการปรับ Parameter 
ต่างๆ โดยโมเดลแต่ละชนิดจะเหมาะสมกับข้อมูลที่ต่างชนิดกัน เช่น ข้อมูลที่
เ ป ็ นภ าพ  จะ เหมาะก ั บการ ใช ้  Computer vision เพื่ อ ท ำ  image 
recognitions หรือข้อมูลที ่เป็นลำดับจะเหมาะกับการใช้ SimpleRNN, 
LSTM หรือ GRU เป็นต้น 

4.3 Evaluation 

Evaluation หรือการประเมินประสิทธิภาพของโมเดล โดยในบทความ
นี ้จะประเม ินโดยการใช ้ว ิธ ี  K-Fold Cross-Validation และใช้ Mean 
Absolute Percentage Error (MAPE) ในการวัดค่าความแม่นยำ 

 

5. กรณีศึกษา 

5.1 การตั้งค่าโครงสร้าง LSTM 
งานวิจัยนี้จะสร้างแบบจำลอง ANN โดยใช้  Keras เป็นเครื่องมือใน

การสร้างแบบจำลองโดยจะพัฒนาเขียนขึ้นโดยภาษา Python สาเหตุการ
เลือกพัฒนาระบบบน  Python เพราะเป็นภาษาที่จัดการในด้าน Array ที่
สะดวกโดยการใช้  NumPy หลังจากพัฒนาแล้วเสร็จ สามารถนำโปรแกรม
ที ่พ ัฒนาแล้วไปใช้ต่อในด้านอื ่นได้ง ่าย เช่น  การนำไปใช้เชื ่อมต่อกับ
โปรแกรม Finite Element  เป็นต้น 

Feature ที่ใช้ในสำหรับ Training มีทั้งหมด 11 ตัว แบ่งเป็นส่วน Input 
8 ตัว ได้แก่  

- mean effective stress ในลำดับที่ i ( ip )  

- deviatoric stress ในลำดับที่ i ( iq ) 

- vertical strain ในลำดับที่ i ( i

s ) 
- pore water pressure ( u ) 
- Total unit weight (  ) 
- ปริมาณน้ำต่อปูนซีเมนต์ ( /w wC A ) 
- Confining pressure ( intp ) 
- Total water content ( wC )  

Output 3 ตัว ได้แก่  

- mean effective stress ในลำดับที่ i+time step ( i timestepp + ) 

- deviatoric stress ในลำดับที่ i + time step ( i timestepq + ) 

- vertical strain ในลำดับที่ i + time step ( i timestep

s
+ )  

โดยในการจัดการ array สำหรับ การ training 1 ครั้ง สำหรับ 2 time 
steps แบ่งเป็น ค่า Input feature, array  
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X = [ ( 1ip − , 1iq − , 1i

s
− , u ,   , /w wC A , intp , wC ), ( ip ,

iq , i

s , u ,  , /w wC A , intp , wC ) ]  
หมายถึง การจัดชุดข้อมูลสำหรับ Input ทั้งหมด 2 ชุด โดยกำหนดให้ i 

คือ step แรก ซึ ่งคือ step ปัจจุบัน และ i-1 เป็น step ที ่สองสำหรับ
ย้อนกลับไป  

Output feature, array  

Y = ( i timestepp + , i timestepq + , i timestep

s
+ ) ] ในที่นี้จะเป็นการทำนาย

โดย ให ้ ผล ได ้ แก ่  mean effective stress, deviatoric stress, vertical 
strain ไปข้างหน้า 2 time steps และในการทดสอบจะใส่เพียงค่า array X  

การพัฒนาโครงสร้างเพื่อให้ได้โครงสร้างที่เหมาะสมที่สุดในการศึกษานี้
จะใช้การ Trial and error ในการหาโครงสร้างที่เหมาะสมที่สุดของ ANN 
ซึ่งงานวิจัยนี้จะใช้ Hidden layer ที่ 4 ชั้น รายละเอียดแสดงในตารางที่ 2 
เริ่มจากจาก Input ข้อมูลเข้าสู่โครงสร้าง โดยใน Hidden layer ชั้นแรก
และชั ้นที่  2 จะเป็น LSTM ทำหน้าที ่ เร ียนรู ้ข ้อม ูล โดย activation 
function ที่ใช้สำหรับสองชั้นนี้คือ ReLu และสองชั้นสุดท้ายจะเป็น Dense 
หรือ Fully connected layer ทำหน้าที่รวม Output ให้มีขนาดเท่ากับ
จำนวน Node ที่เราต้องการในโครงสร้างนี้คือ 10 และ 5 ตามลำดับ และ
ในขั ้นตอน Output  activation function คือ tanh โดยมีจำนวนผลที่
ต้องการคือ 3 เท่ากับจำนวน Node  

ตารางท่ี 2 โครงสร้างที่ใช้ในการทำโมเดล LSTM 
Parameters 

Hidden layer 4 

Node (50,20,10,5) 

Flatten 1 

Activation function ReLu, tanh 

Optimizer Adam 

loss mean squared error 

Matrics accuracy 

 
5.2 ผลการศึกษา 

หลังจากสร้างแบบจำลองแล้วเสร็จจะต้องมีการทดสอบว่าโครงสร้าง
ของแบบจำลองมีความเหมาะสมหรือไม่ โดยดูได้จากค่า MAPE จากการ
ทำนาย จากการทดสอบโมเดลเพื ่อหาค่าความแม่นยำของโมเดลด้วย  
K-Fold Cross-Validation เปรียบเทียบผลการทดสอบได้ดังตารางที่ 2 ใน
งานวิจัยนี ้มีการเปรียบเทียบกับแบบจำลองอื ่นๆ  ของ  RNNs  ด้วยคือ  
Gated recurrent unit (GRU) [28-29] และการใช้ SimpleRNN [30-31]  
จากผลการทดสอบโดยการใช้ K-Fold Cross-Validation พบว่าได้ผล
ออกมาเป็นที่น่าพอใจคือได้ความคลาดเคลื่อนที่ต่ำมาก 5-9 % ขึ้นอยู่กับ
ชนิดและ time step ของแบบจำลอง จะพบว่าแบบจำลอง LSTM ที่ time 
step เท่ากับ 2 จะให้ค่าความคลาดเคลื่อนที่ต่ำทีสุดคือ 4 % แบบจำลอง 
LSTM จะให้ผลที่ดีที่สุดเมื่อเทียบกับ GRU และ SimpleRNN ซ่ึงเป็นไปตาม
ความคาดหมายของผู้วิจัย แต่ข้อเสียของ LSTM คือใช้เวลาในการฝึกหัด
แบบจำลองที่นานเนื่องจากสมการมีความซับซ้อน ต้องใช้คอมพิวเตอร์ที่

ค่อนข้างมีความสามารถสูง ในงานวิจัยนี้ใช้ Cloud ของ google  ในการฝึก
แบบจำลองใช้เวลา 1 นาที และการทดสอบโดยการใช้ K-Fold Cross-
Validation ใช้เวลา 4 นาที  เมื่อเปรียบเทียบกับค่า MAPE กับ Zhang, N.
ที่มีการพัฒนาโมเดลโดยการใช้ข้อมูลจากทดสอบดินเหนียว [14] จะเห็นได้
ว่าโมเดลของงานวิจัยนี้สามารถทำงานได้มีค่าความผิดพลาดที่น้อยกว่า โดย
โมเดลนี้สามารถนำไปใช้ในการทำนายผลของ mean effective stress, 
deviatoric stress and vertical strain ของดินซีเมนต์ได้  

 

ตารางท่ี 2 เปรยีบเทียบผลการทดสอบ LSTM ANN และ GRU โดยใช ้K-Fold 
Cross-Validation 

โครงสร้าง 1 time step 2 time steps 3 time steps 

LSTM 5.10% (+/- 1.30%) 4.00% (+/- 1.16%) 4.53% (+/- 1.55%) 

GRU 6.03% (+/- 1.15%) 4.43% (+/- 1.09%) 4.47% (+/- 0.52%) 

SimpleRNN 6.72% (+/- 1.24%) 6.18% (+/- 2.30%) 9.68% (+/- 4.38%) 

 

โดยรูปที่ 7 และรูปที่ 8 แสดงผลเปรียบเทียบระหว่างค่าจริงที่ได้จาก
การทดสอบหรือค่าที่ใช้ในการ Training โมเดล เปรียบเทียบกับค่าที่ได้จาก
การทำนายผลโดยโมเดล LSTM (2 time steps) จะได้ว่าสามารถจำลอง
พฤติกรรมของดินเหนียวผสมซีเมนต์ได้เป็นอย่างดีโดยสามารถจำลองได้ใน
ส่วนผสมและความเค้นเริ่มต้นที่ต่างกัน ซึ่งแสดงถึงประสิทธิภาพของการใช้ 
ANN ในการทำนายความสัมพันธ์ของความเค้นและความเครียดของวัสดุ
ทางด้านวิศวกรรมเทคนิคธรณีได้เป็นอย่างดี น่าจะเป็นจุดเริ่มต้นในการ
พัฒนาการใช้  ANN ในการทดแทนการใช้ Constitutive  model แบบเดิม
ร่วมกับโปรแกรม  Finite Element 

 

 
รูปที่ 7 ความสัมพนัธ์ระหว่าง p’-q ของค่าจริงและ 

ค่าที่ได้จากการทำนายโดย LSTM  
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รูปที่ 8 ความสัมพนัธ์ระหว่าง 𝜀s (%) - q ของค่าจริงและ 
ค่าที่ได้จากการทำนายโดย LSTM 

 

6. สรุปผลการศึกษา 

จากผลการศึกษาสามารถสรุปผลได้ดังต่อไปนี้ 
- งานวิจัยนี้สามารถพัฒนาแบบจำลอง Recurrent Neural Network 

เพื่อใช้ทำนายลักษณะการเสียรูปของดินเหนียวผสมดินซีเมนต์ แบบจำลองที่
สร้างขึ้นสามารถทำนายความสัมพันธ์ของความเค้นและความเครียดของดิน
เหนียวผสมซีเมนต์ได้เป็นอย่างดีในทุกๆ ส่วนผสม 

- การเลือกโมเดลที่เหมาะสมกับข้อมูลมีผลกับการทำงานของโมเดล 
เนื่องจากข้อมูลมีลักษณะเป็นลำดับและมีข้อมูลจำนวนมาก การเลือกใช้
โมเดล LSTM จึงมีความเหมาะสม นอกจากนี้ time step ที่เลือกใช้ในการ 
Training โมเดล ส่งผลต่อค่าความแม่นยำของโมเดล โดย time step  
เท่ากับ 2 จะมีความแม่นยำของโมเดลมากที่สุดเมื่อเทียบกับ time step 
เท่ากับ 1 และ 3   

- จากการทดสอบแบบจำลองพบว่า แบบจำลองที่มีค่า MAPE น้อยที่สุด
หรือใกล้ค่าความจริงมากที่สุดคือโมเดล LSTM ที่มีการใช้ 2 time steps ใน
การทำนายโดยค่า MAPE เท่ากับ 4.00%  
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